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摘　 要:深度学习(ｄｅｅｐ ｌｅａｒｎｉｎｇꎬＤＬ)强大的建模和表征能力很好地解决了特征表达

能力不足和维数灾难等模式识别方向的关键问题ꎬ受到各国学者的广泛关注.而仿生

物视觉系统的卷积神经网络(ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋꎬＣＮＮ)是 ＤＬ 中最先成功的

案例ꎬ其局部感受野、权值共享和降采样三个特点使之成为智能机器视觉领域的研究

热点.对此ꎬ本文综述 ＣＮＮ 最新研究成果ꎬ介绍其发展历程、最新理论模型及其在语

音、图像和视频中的应用ꎬ并对 ＣＮＮ 未来的发展潜力和发展方向进行了展望和总结.
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１　 卷积神经网络模型

２０ 世纪 ４０ 年代末提出 Ｍ￣Ｐ 神经元模型ꎬ人
工神经网络的研究由此拉开序幕.１９８６ 年ꎬＲｕｍｅｌ￣
ｈａｒｔ 等学者提出反向传播网络学习算法 ( ｂａｃｋ
ｐｒｏｐａｇａｔｉｏｎꎬＢＰ) [１]ꎬ神经网络开始在各领域得到

广泛应用.继 ＢＰ 神经网络之后ꎬ一系列分类器如

支持向量机、Ｂｏｏｓｔｉｎｇ 和最大熵等方法相继提出.
这些算法通常只含一个隐藏层ꎬ属于浅层学习ꎬ与
人类大脑的深度层次结构相差较大[２] .且全连接

的神经网络训练时间长ꎬ参数依靠经验和技巧设

定ꎬ容易过拟合和陷入局部最优解.由于缺乏深度

不能高效地学习数据深层次结构信息ꎬ导致神经

网络技术的发展停滞不前.ＣＮＮ 打破了原有全链

接神经网络的技术瓶颈ꎬ获得了全球研究者的广

泛关注.ＣＮＮ 受启发于猫的视觉系统结构ꎬ即以局

部感受野来平铺覆盖整个视野区域.如图 １ 所示ꎬ
若以 １０００×１０００ 的输入图像为例ꎬ卷积层的节点

数为 １０６ꎬ则全连接方式 ａ 需要 １０１２个权值.假设

图 １ｂ 采用 １０×１０ 的局部感受野ꎬ则其权值减少为

１０８ 个.若系统有 １００ 个滤波器ꎬ在局部感受野的

基础上ꎬＣＮＮ 采用权值共享 ｃ 可进一步将权值个

数减少到 １０４ .由此可见ꎬＣＮＮ 的权值共享和局部

感受野可以大幅度的减少网络参数.

图 １　 卷积神经网络减少参数的过程

Ｆｉｇ.１　 Ｔｈｅ ｐｒｏｃｅｓｓ ｏｆ ｒｅｄｕｃｉｎｇ ｔｈｅ ｐａｒａｍｅｔｅｒｓ ｏｆ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ

　 　 与 ＢＰ 类似ꎬＣＮＮ 采用前向传播计算出输出

值ꎬ反向传播调整权重和偏置.如图 ２ 所示ꎬ经典

的 ＣＮＮ 包括卷积层(Ｃ)、降采样层(Ｓ)和全连接

层(Ｆ)三部分[３] .卷积层的卷积核本质就是特征

提取器ꎬ配合深度网络模型可以自动提取输入信

号的深层信息.降采样层即池化层ꎬ实现特征图的

采样处理ꎬ在减少数据量的同时保留有用的信息ꎬ
也使 ＣＮＮ 具有抗畸变的能力. 全连接层 (如

ｓｏｆｔｍａｘ 层)一般位于网络尾端ꎬ对前面逐层变换

和映射提取的特征进行回归分类等处理ꎬ也可作

输出层ꎬ把训练得到的特征图汇总成特征向量ꎬ为
输入图像的另一种信息表示.

图 ２　 ＬｅＮｅｔ５ 模型

Ｆｉｇ.２　 Ｔｈｅ ｍｏｄｅｌ ｏｆ ＬｅＮｅｔ５

７６
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　 　 ＣＮＮ 可能是机器学习领域近十年最成功的

研究方向ꎬ因此本文拟对 ＣＮＮ 最新研究成果进行

介绍ꎬ并对其预期研究方向进行展望.

２　 卷积神经网络的发展历程

人类身处大量的数据包围之中ꎬ却总能以一

种灵巧的方式来获取自己想要的信息.对于人工

智能领域来说ꎬ模仿人脑高效准确地从大量感知

数据中获得本质信息ꎬ一直是模式识别理论研究

的核心挑战.２００６ 年ꎬ机器学习领域的泰斗 Ｈｉｎｔｏｎ
指出多层的神经网络结构能够学习到更深刻更本

质的特征ꎬ并通过“逐层初始化”的训练办法克服

了传统神经网络训练瓶颈问题ꎬ引领了 ＤＬ 的发

展方向[４] .从此ꎬ深度学习受到了各国学者的广泛

关注ꎬ谷歌、微软、ＩＢＭ、百度等拥有大数据的高科

技公司相继投入大量资源进行 ＤＬ 理论研究.２０１１
年以来ꎬ微软研究院和谷歌的语音识别人员采用

深度神经网络( ｄｅｅｐ ｎｅｕｒａｌ ｎｅｔｗｏｒｋꎬＤＮＮ)技术ꎬ
使语音识别有了突破性进展ꎬ识别误差可降低

２０％ ~ ３０％.２０１３ 年百度宣布成立百度研究院ꎬ
而其 第 一 个 研 究 重 点 就 是 ＤＬ. 同 年 １０ 月ꎬ
Ｆａｃｅｂｏｏｋ 试图通过启用 ＤＬ 这一新的人工智能技

术来帮助理解它的用户和相关数据ꎬＤＬ 甚至可以

仅仅基于那些并未有明确暗示的帖子来理解用户

的心情或者预测将要发生的事.
ＤＬ 的基本思想是建立模拟人大脑的神经元

连接结构ꎬ在处理具有复杂的数据内部关系时ꎬ通
过多个变换分层对数据特征进行描述ꎬ进而得到

数据的本质表示[５] .常见的 ＤＬ 模型有 ＣＮＮ[６]、深
度信任网络 (ｄｅｅｐ ｂｅｌｉｅｆ ｎｅｔｗｏｒｋｓꎬＤＢＮ) [７]和栈

式自动编码器 (ｓｔａｃｋｅｄ ａｕｔｏ￣ｅｎｃｏｄｅｒꎬＳＡＥ) [８] .其
中ꎬＣＮＮ 是 ＤＬ 中最成功的一个分支ꎬ是对著名的

Ｈｕｂｅｌ￣Ｗｉｅｓｅｌ 生物视觉模型的模拟ꎬ通过多网络

结构、卷积运算和降采样来实现对信号深层信息

提取.ＣＮＮ 把特征提取归入模型学习ꎬ把特征学习

和分类学习有机结合起来ꎬ更有效地实现对图像

的识别.特别是近两年ꎬ卷积神经网络受到了更为

广泛地关注.２０１４ 年的大型视觉辨识挑战赛(Ｉｍａ￣
ｇｅＮｅｔ Ｌａｒｇｅ Ｓｃａｌｅ Ｖｉｓｕａｌ Ｒｅｃｏｇｎｉｔｉｏｎ Ｃｈａｌｌｅｎｇｅꎬ
ＩＬＳＶＲＣ)中ꎬ几乎所有的参赛队伍都采用了卷积

神经网络及其变形方法.２０１５ 年国际机器学习大

会上来自工业界和学术界的各位专家对 ＤＬ 展开

激烈讨论ꎬ指出 ＤＬ 在人类擅长的领域已经取得

了令人振奋的成功ꎬ未来的探索方向是人类并不

擅长的任务、数据集.２０１５ 年国际计算机视觉与模

式识别会议上关于 ＤＬ 和 ＣＮＮ 的研究成果较往年

有大幅的提升.２０１５ 年 ９ 月ꎬ微软亚洲研究院的

“深 层 残 差 网 络 ” ( ｄｅｅｐ ｒｅｓｉｄｕａｌ ｎｅｔｗｏｒｋｓ ) 在

ＩＬＳＶＲＣ 中获得图像分类、定位以及检测全部项目

的冠军ꎬ如分类方面将错误率降低至 ４.９４％ꎬ比人

眼辨识(错误率 ５.１％)更精确[９] .
在大数据时代ꎬ各领域争先占领 ＤＬ 的技术

制高点ꎬ希望找出更强大的模型来揭示海量数据

所承载的丰富信息ꎬ对未知事件更精准地预测.

３　 卷积神经网络模型的改进

近年ꎬ围绕 ＣＮＮ 的卷积层、降采样层及全连

接层三部分ꎬ各国学者不断探索研究ꎬ提出了多种

形式的改进.
３.１　 ＣＮＮ 卷积层的改进

在增加模型深度可以有效增加网络性能的理

论基础上ꎬＫｒｉｚｈｅｖｓｋｙ 等把 ＣＮＮ 的卷积层数加至 ５
层ꎬ构成了深度卷积神经网络(ｄｅｅｐ ｃｏｎｖｏｌｕｔｉｏｎａｌ
ｎｅｕｒａｌ ｎｅｔｗｏｒｋꎬ ＤＣＮＮ ) [１０] . Ｓｚｅｇｅｄｙ 等 组 成 的

ＧｏｏｇＬｅＮｅｔ 小组构建了 ２２ 层深度网络 [１１]ꎬ该网络

比 ２０１２ ＩＬＳＶＲＣ 获胜者的网络参数少了 １２ 倍ꎬ却
能更精确的分类和检测ꎬ在 ２０１４ 年的 ＩＬＳＶＲＣ 一

举夺冠.如何构建更深网络一直是 ＣＮＮ 的研究热

点ꎬ２０１５ ＩＬＳＶＲＣ 的 １５２ 层“深层残差网络” [９] 采

用了一个全新的“残差学习”原则指导学习ꎬ并重

新定向了深层 ＣＮＮ 中的信息流ꎬ高效地解决了深

层神经网络准确度与层数之间的矛盾.
王冠皓提出了多级金字塔卷积神经网络

(ｍｕｌｔｉ￣ｌｅｖｅｌ ｐｙｒａｍｉｄ ＣＮＮ) [１２]ꎬＣＮＮ 每层先使用

稀疏自编码器预训练ꎬ再使用金字塔卷积神经网

络对整个网络训练ꎬ将低层的滤波权值共享到高

层ꎬ保证训练时的卷积滤波只在小尺寸图像上进

行ꎬ大尺度图像只进行一次向前传播ꎬ加快训练速

度.此外ꎬ Ｚｈａｎｇ 在 ＩｍａｇｅＮｅｔ 上训练具有 ７ 层的快

速非线性卷积神经网络[１３]ꎬ对每层加速以达到对

整 个 网 络 加 速 的 目 的ꎬ 速 度 可 达 到 与

“ＡｌｅｘＮｅｔ” [１４] 一致的同时ꎬ分类精度也提高了

４ ７％.为了保证卷积特征不变性ꎬＳｐｒｉｎｇｅｎｂｅｒｇ 等

构造了 ｓｔｒｉｄｅ 卷积层[１５]ꎬ省去最大池化层ꎬ该网络

结构相对简单ꎬ但其识别效果比常见的卷积层和

池化层组合模型更好.
３.２　 ＣＮＮ 降采样层的改进

常规 ＤＣＮＮ 只能对尺度固定的图像进行处

理ꎬ对尺度不同的输入图像需人工裁剪或拉伸之

后才输入网络ꎬ会造成图像失真而影响分类的准

８６
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确率.Ｈｅ 等在 ＤＣＮＮ 的卷积层尾端引入空间金字

塔降采样层去除固定尺度的约束ꎬ降采样获得与

全连接层相匹配的特征.多尺度训练得到的空间

金 字 塔 降 采 样 网 络 ( ｓｐａｔｉａｌ ｐｙｒａｍｉｄ ｐｏｏｌｉｎｇ
ｎｅｔｗｏｒｋꎬＳＰＰ￣ｎｅｔ) [１６] 可处理任意尺度的图像.
Ｒｉｐｐｅｌ 等提出了频谱池化的方法[１７]ꎬ将 ＣＮＮ 进

行傅里叶变换来把耗时的卷积操作替换为乘积操

作可加速网络训练ꎬ通过截取信号在频域特征表

示来降低维度ꎬ不仅可以保留更多的信息ꎬ还比其

它的池化方法更灵活ꎬ提高了利用傅里叶变换计

算卷积效率.
Ｚｅｉｌｅｒ 等提出了反卷积神经网络(ｄｅｃｏｎｖｏｌｕ￣

ｔｉｏｎａｌ ｎｅｔｗｏｒｋｓꎬＤＮ) [１８]ꎬ采用非监督方法对自然

图像自顶向下进行卷积分解ꎬ再组合滤波器组学

习到的卷积特征ꎬ获得一个特征丰富具有鲁棒性

的图像表征.但大量卷积操作也使 ＤＮ 比自底向

上的编码模型耗时ꎬ因而 Ｚｅｉｌｅｒ 在 ＤＮ 每层之间采

用 ３Ｄ 最大池化层ꎬ引入一组潜在开关变量ꎬ使得

模型可以根据多种输入模式自适应调整ꎬ构建了

由卷积稀疏编码层和最大降采样层交替的自适应

反 卷 积 神 经 网 络 ( ａｄａｐｔｉｖｅ ｄｅｃｏｎｖｏｌｕｔｉｏｎａｌ
ｎｅｔｗｏｒｋｓꎬＡＤＮ) [１９]ꎬ在中间层和高层特征学习都

能取得不错的效果.
３.３　 ＣＮＮ 全连接层的改进

为了克服过拟合问题ꎬＫｒｉｚｈｅｖｓｋｙ 在 ＣＮＮ 两

个全连接层采用了“Ｄｒｏｐｏｕｔ”策略[１０]ꎬ每次迭代

以 ０.５ 的概率使一些随机分布的节点不工作但权

值保留ꎬ之后又可能参与训练.该策略可以防止某

些特征仅在其它特殊特征出现下才产生作用的情

况ꎬ从而有效地避免了网络中特征之间的相互依

赖性.孙艳丰提出了基于改进 Ｆｉｓｈｅｒ 准则的深度

ＣＮＮ 识别算法(ｆｉｓｈｅｒ￣ｂａｓｅｄ ｃｏｎｖｏｌｕｔｉｏｎ ｎｅｕｒａｌ ｎｅｔ￣
ｗｏｒｋꎬＦＣＮＮ) [２０]ꎬ反向传播采用 Ｆｉｓｈｅｒ 的约束准

则ꎬ加入判别准则的能量函数ꎬ在迭代求解权值的

搜索空间受到判别条件约束影响ꎬ从全局搜索缩

小到更有利于分类的局部空间ꎬ从而使权值更快

地逼近便于分类的最优值.
Ｇｉｒｓｈｉｃｋ 等提出基于区域卷积神经网络(Ｒｅ￣

ｇｉｏｎｓ ｗｉｔｈ ＣＮＮ ｆｅａｔｕｒｅｓꎬＲＣＮＮ) [２１]ꎬ先找兴趣区域

再进行检测和分割.由于 ＲＣＮＮ 兴趣区域中心点

的 运 算 量 大 而 耗 时ꎬ 提 出 ｆａｓｔ Ｒ￣ＣＮＮ
(ＦＲＣＮ) [２２]ꎬ把全连接层的矩阵进行 ＳＶＤ 分解ꎬ
速度提高了 ３０％.对于给定的图像和目标框方案ꎬ
ＦＲＣＮ 进行目标检测耗时 ６０~３３０ ｍｓꎬ忽略了在区

域方案提取所需的时间(约 １.５１ ｓ).因此ꎬＲｅｎ 等

人进一步提出了 ｆａｓｔｅｒ Ｒ￣ＣＮＮ①ꎬ构建一个耗时极

少且精确度高的全卷积层区域提取方案网络

(ｒｅｇｉｏｎ ｐｒｏｐｏｓａｌ ｎｅｔｗｏｒｋꎬＲＰＮ)ꎬ从提区域方案到

目标检测总共耗时 １９８ ｍｓꎬ在 ＶＯＣ２００７ 上 ｍＡＰ
也从 ＦＲＣＮ 的 ７０％提高到 ７３.２％.

无论卷积层的改进ꎬ还是降采样层及全连接

层的改进ꎬ都是针对网络的学习能力及学习效率

两方面的改进.因为 ＣＮＮ 的学习能力可以通过调

节网络的深度来增强ꎬ增加模型深度可以有效增

加网络性能.为了使 ＣＮＮ 更好地模拟大脑复杂的

深层次神经网络ꎬ增加网络深度逐渐成为一种趋

势.另外ꎬＣＮＮ 的卷积核相当于特征提取器ꎬ可以

有效地提取输入信号的有用信息ꎬ但是耗时是卷

积操作必须重视的问题ꎬ针对这个问题ꎬ提出了一

系列的加速方法ꎬ在一定程度上降低了训练和测

试的时间.但整体上ꎬ与传统的非神经网络方法相

比ꎬＣＮＮ 的耗时还是比较大ꎬ需要进一步改善.如
何在提高网络学习能力和减少耗时之间找到一个

平衡点ꎬ依旧是 ＣＮＮ 面临的问题.

４　 卷积神经网络算法的应用

在 ＬｅＮｅｔ５ 成功的用于银行手写支票识别之

后ꎬ关于 ＣＮＮ 模型在不同的数据集和实际生产应

用的研究越来越多ꎬ网络多样化决定其应用对象

各式各样.
在语音识别方面ꎬ主流自动语音识别系统通

常使用隐形马尔科夫模型和混合高斯模型 ＧＭＭ￣
ＨＭＭꎬ而 ＤＮＮ 可以建模相关性复杂的语音特征ꎬ
用 ＤＮＮ￣ＨＭＭ 模型[２３] 比 ＧＭＭ￣ＨＭＭ 对说话方式

和环境具有更好的鲁棒性. Ｏｓｓａｍａ 等在 ＤＮＮ￣
ＨＭＭ 模型后面加上局部滤波层和最大采样

层[２４]ꎬ获得更高性能的多个说话者语音识别系

统.随后发现在处理语音特征时有限的权值共享

更具有优势ꎬ对于不同的频率通道使用单独的权

值ꎬ学习不同的特征更适合语音识别[２５] .
在图像识别领域ꎬＳｕｎ 等设计三层 ＣＮＮ 用于

估计脸部关键点的位置[２６]ꎬ利用了脸部的纹理环

境信息来锁定关键点ꎬ训练网络时考虑了关键点

的几何位置分布ꎬ从而克服了传统人脸识别受遮

挡、姿势变换和光照等影响大的缺点.闫鹏使用级

９６
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联 ＣＮＮ 实现车牌检测[２７]ꎬ通过引入级联结构ꎬ同
时提高检测准确率和检测效率.Ｚｈａｎｇ 等用基于贝

叶斯优化的搜索策略ꎬ目标检测框依次通过候选

区域ꎬ把具有明显定位不准确的目标训练 ＣＮＮꎬ
处理定位问题[２８] .

ＣＮＮ 在视频识别还处于起步阶段ꎬ不过仍有

很多卓有成效的识别方法.Ｊｉ 等将 ３Ｄ 的视频看成

空域上的 ２Ｄ 信号ꎬ学习时空域相关性来获得帧

之间的关联特征ꎬ从而获得多个相邻帧间的运动

信息ꎬ实现行为识别[２９] .Ｋａｒｐａｔｈｙ 等用来自 ４８７ 类

的 １００ 万段 ＹｏｕＴｕｂｅ 视频构建了 Ｓｐｏｒｔｓ－１Ｍ 数据

集ꎬ并训练了基于 ＣＮＮ 的大规模视频分类的经验

评估模型[３０]ꎬ其分类准确率可达 ６３.３％ꎬ比基于

人工特征 ５５.３％的识别率有明显提高.Ｌｉｕ 等基于

滤波器响应提出了对运动敏感的时空域深度卷积

神经网络[３１]ꎬ可以很好的检测到视频的运动

特征.
在低层图像处理方面 ＣＮＮ 同样显示了其巨

大的潜力.Ｄｏｎｇ 等提出的超分辨率卷积神经网络

(ｓｕｐｅｒ￣ｒｅｓｏｌｕｔｉｏｎ ＣＮＮꎬＳＲＣＮＮ) [３２]ꎬ在低分辨率

图像和高分辨图像之间学习一个端对端映射ꎬ网
络结构简单却能提供优越的处理结果.此外ꎬＣＮＮ
在图像去噪[３３]、图像反卷积[３４] 和图像修复[３５] 等

方向也展示了广阔的应用前景.

５　 卷积神经网络研究展望

深度卷积神经网络在图像处理和机器学习领

域的应用ꎬ取得了突破性的进展ꎬ体现了深度

ＣＮＮ 处理图像数据的优势.未来卷积神经网络将

会在以下五个方面进一步发展.
１)多输入卷积神经网络

ＣＮＮ 主要用来实现传统的模式识别任务ꎬ性
能较传统模式有很大改进ꎬ但依然没有突破单个

图像输入＋特征提取＋分类器的结构.对于图像清

晰度识别ꎬ视频异常判断等应用ꎬ需要多幅输入图

像综合分析才能得到识别结果.越来越多的视觉

处理系统都采用多种具有互补特性的图像传感器

来提高系统的可靠性和鲁棒性.因此构造多图像

输入的深度 ＣＮＮ 具有极高的理论和应用价值.另
外不同卷积层能够代表不同层次的图像特征信

息ꎬ通过构造不同层次的信息融合分层ꎬ可以方便

地实现多传感视觉系统像素级、特征级和决策级

的信息融合.
２)提高卷积神经网络的泛化能力

实践中ꎬ具有类标号的数据较少ꎬ为每个数据

人工设置类标号是非常费时和枯燥的.然而ꎬ为了

使得监督卷积神经网络通过训练具有较高的泛化

能力ꎬ需要大量具有类标号的训练样本ꎬ这也是制

约临督卷积神经网络在实践中应用的主要因素.
因此ꎬ研究非监督或者半监督卷积神经网络是进

一步拓宽卷积神经网络应用的重要途径.另外还

可以利用核函数等结构最优化方法提高网络全连

接层的泛化能力.
３)神经网络的结构先验约束

ＣＮＮ 是仿生物视觉模型ꎬ其卷积核模拟视觉

细胞的功能.然而现有 ＣＮＮ 的结构与真实视觉结

构仍然有很大的不同.现存的 ＣＮＮ 模型的单个卷

积核内部各元素在训练的时候视为相互独立的ꎬ
如果能够将卷积核各像素之间的关系考虑进来ꎬ
充分发挥卷积核的优势ꎬ则隐层可以捕获更多的

特征信息ꎬ应该可以更好地表达和理解图像ꎬ在图

像重建及识别上可取得更好的效果.论文[３３] 也提

到ꎬ卷积层可视为具有非线性约束的特殊的稀疏

表示ꎬ利用 ＣＮＮ 的卷积层能对图像局部凸信息进

行特征提取ꎬ可以很好地解决图像融合的关键

问题.
４)高层输出对低层输出的反馈

ＣＮＮ 的网络结构由多个不同作用的节点层

构成ꎬ每个层次的输出特征图表示不同层次的源

图像特征.现有 ＣＮＮ 的应用往往更注重最终的识

别结果ꎬ而没有充分用到不同层次抽象级别的图

像特征.对于低层图像处理任务ꎬ综合利用不同层

次的图像特征可以有效改善处理效果ꎬ而利用高

层信息对低层信息进行反馈也是低层图像处理的

一个潮流.ＣＮＮ 的纵向多层结构为利用高层特征

指导低层图像融合提供了方便的途径.因此ꎬ研究

深度 ＣＮＮ 逐层特征之间的关系ꎬ制定高层信息对

低层信息的反馈指导是进一步提升图像处理质量

的关键.
５)卷积神经网络应用的扩展

近几年ꎬＣＮＮ 在目标检测、图像识别及处理

等领域已经显示了巨大的优势.然而ꎬＣＮＮ 的应用

领域还可以大大扩展.正如 ２０１５ 年国际机器学习

大会上的各国专家所指出的ꎬ ＣＮＮ 应用研究的中

心未来将转移到模式识别以外的更广泛领域ꎬ甚
至是探索一些人类难以完成的任务ꎬ继续研究新

的理论和方法ꎬ突破存在的限制ꎬ更好的服务于各

行各业.

０７
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６　 结　 论

目前 ＣＮＮ 已成为机器学习领域中的一个研

究热点ꎬ其强大的建模和特征学习能力为模式识

别的瓶颈问题提供了高效的途径和思路ꎬ成功应

用于多种模式分类问题.其本质是构建含有多隐

层的网络模型ꎬ训练之后可以有效地捕获隐藏的

数据内部结构ꎬ得到大量更具代表性的特征信息ꎬ
从而对样本更高精度的分类和预测.本文选择深

度学习中最接近人类视觉系统的卷积神经网络ꎬ
介绍其基本原理ꎬ然后综述 ＣＮＮ 最新的算法及应

用ꎬ最后结合自己的研究方向展望 ＣＮＮ 用于多聚

焦图像融合、多光谱图像融合等应用.虽然 ＣＮＮ
还存在系统复杂欠稀疏性、训练时间长及依赖标

签数据等缺点ꎬ其强大的学习能力和巨大潜力表

明ꎬ如果能突破这一系列的难题ꎬ将大大加速推进

人工智能向前发展ꎬ更加广泛地应用在各个领域.
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