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基于强化学习的电磁悬浮型磁浮列车
悬浮控制
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摘要：为了保证磁浮列车的安全、可靠运行，研究了悬浮系

统在参数摄动条件下的悬浮控制问题。首先，对电磁悬浮

（EMS）型磁浮列车的基本悬浮单元建模，给出了电流控制模

型；然后，建立了悬浮系统的强化学习环境以及软演员-评论

家（SAC）智能体，并设计了加速训练的奖励函数与“吸死”处

理方案；最后，提出了基于强化学习的悬浮控制方法。与传

统比例-积分-微分（PID）控制方法的对比结果表明，本方法具

有更快的动态响应，在损失50%线圈匝数或磁极面积变化时

具有更好的跟踪精度。
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控制；软演员-评论家（SAC）智能体；奖励函数设计
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Reinforcement Learning-based Suspension 
Control for Electromagnetic Suspension 
Maglev Trains
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Abstract： In order to ensure the safe and reliable 
operation of maglev trains， the suspension control of 
suspension systems under the condition of parameter 
perturbation was studied. Firstly， the basic suspension 
unit of a electromagnetic suspension （EMS） maglev train 
was modeled and the current control model was given. 
Then， the reinforcement learning environment and the 
soft actor-critic （SAC）agent were established for the 
suspension system， and a reward function and an anti-

suspension-contact strategy were designed for 
accelerating the training process. Finally， a corresponding 
reinforcement learning method was proposed. Compared 

with the conventional proportional-integral-derivative 
（PID） control method， the proposed method has faster 
dynamic response and better tracking accuracy under the 
condition of 50% loss of coil turns and the pole area 
change of the magnet.

Key words： electromagnetic suspension (EMS) maglev 
trains； suspension control； reinforcement learning 
control； soft actor-critic (SAC) agent； reward function 

design 

高速磁浮由电磁力实现非接触的支承、导向、牵

引以及部分制动，并且通过长定子和非接触供电的

形式获取动力和列车所需电能，可摆脱黏着利用和

滑动受流这 2个制约传统轮轨速度的主要因素，实

现更高速度的运行［1］。常压条件下，高速磁浮的经

济可用时速达 600 km•h−1，填补了高速铁路与航空

运输之间的速度空白，为超大城市间的快速出行提

供条件［2］。600 km•h−1高速磁浮系统样机的成功联

调标志着我国电磁悬浮（EMS）型高速磁浮交通研究

已达到新的阶段［3］。

悬浮系统作为EMS型高速磁浮列车实现无接

触运行的关键一环，其性能直接决定了列车的乘坐

舒适度以及运行安全性。奇然等［4］提出了一种渐起

渐落的策略，提高了磁浮列车起浮/降落过程的平稳

性。Munderh等［5］基于最优控制，提出了一种线性二

次型调节（LQR）悬浮控制器，相比于比例-积分-微
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分（PID）控制器，该控制器提高了系统稳定性，并且

具有更快的响应速度。然而，上述方法的本质仍然

是线性控制，存在着对扰动敏感的问题。为此，Ni
等［6］引入了反馈线性化，对轨道齿槽效应和负载扰

动进行了补偿，取得了较好的悬浮效果。孙友刚

等［7］提出了基于滑模控制的悬浮控制方法，提高了

系统的鲁棒性。在此基础上，靖永志等［8］根据当前

状态，利用自适应控制对滑模趋近率进行在线调节，

提高了系统的动态性能。佟来生等［9］将哈密顿-雅可

比不等式（HJI）理论引入滑模控制，实现了在轨道不

平顺激励下的悬浮间隙稳定。

针对外界干扰造成悬浮间隙波动的问题，余建

国等［10］提出了基于线性自抗扰控制（LADRC）的悬

浮控制器，并和PID控制和滑模控制进行了对比，结

果表明LADRC具有更好的抗干扰性能。陈萍等［11］

融合了滑模控制和自抗扰控制的优点，提出了滑模

自抗扰悬浮控制算法，在取得较好悬浮控制效果的

同时，实现了部分传感器失效下的稳定悬浮。Hu
等［12］在模型预测控制的基础上考虑了状态约束，在

获得较好抗干扰性能的同时优化了系统能耗。

Klauco等［13］针对模型预测控制计算量大的问题，将

离线分段仿射函数和二进制搜索树相结合，实现了

亚毫秒级的悬浮系统模型预测控制。Zhang等［14］针

对不同电感参数引起的悬浮间隙波动问题，提出了

多平衡点反馈线性化方法，从而提高了系统的动态

性能。Sun等［15］提出了一种幅值饱和的自适应控制

方法，可准确估计悬浮点的质量，并实现位置的准确

跟踪。

随着处理器的发展，越来越多的智能算法也被

应用于悬浮控制。陈琛等［16］在滑模控制的基础上，

引入了加速度反馈，并通过径向基函数神经网络对

振动进行了抑制。王强［17］利用神经网络的逼近功

能，对外界扰动进行抑制，实现了非线性负载力和不

平顺扰动下的平稳悬浮。欧阳清华等［18］提出了自适

应径向基函数悬浮控制方法，并验证了该方法性能

优于滑模控制。Sun等［19］利用神经网络对时变的质

量进行估计，并对输入延时进行补偿。Sun 等［20］结

合了滑模控制、自适应模糊估计器以及神经-模糊切

换率，提出了一种可对参数摄动进行补偿的悬浮控

制方法。

上述研究更多地关注外界扰动下控制系统的鲁

棒性。在悬浮列车运行过程中，线圈匝数可能因匝

间短路而变化，电磁铁磁极面积也可能因车体过弯

或晃动而变化。针对上述悬浮系统参数的变化，目

前相关研究相对较少。为此，提出了一种基于强化

学习的悬浮控制算法，用于减小系统参数摄动对系

统性能的影响。首先，给出了悬浮系统的状态空间、

动作空间以及模拟环境；其次，分析了悬浮系统环境

中奖励函数对于智能体训练的影响，并提出了可实

现快速训练的奖励函数；然后，基于软演员-评论家

（SAC）智能体，提出了抗参数摄动的悬浮系统控制

算法；最后，通过与传统方法的对比，对所提算法的

有效性进行了验证。

1 悬浮系统建模 

EMS 型高速磁浮列车利用悬浮电磁铁与轨道

之间的电磁吸力平衡车体重力和扰动，实现磁浮车

体的稳定悬浮，悬浮系统结构如图 1所示。一节列

车由若干悬浮架组成，每个悬浮架由 4个基本悬浮

单元组成。每个悬浮单元包括一套完整的悬浮系

统，由悬浮电磁铁、悬浮控制器以及悬浮传感器等组

成，具体结构如图 1左图所示。间隙传感器和电流

传感器将间隙和电流信息反馈至控制器，通过计算

得到参考电流 im，ref，由斩波器调节电磁铁电流 im，输

出合适的电磁力，从而保持车体的悬浮。由此可见，

对悬浮单元进行研究，具有一定的代表性。

假设电磁中铁磁材料的磁导率无穷，磁势均匀

地降落在气隙上，并且忽略绕组的漏磁通，可以得到

电磁铁的电感为

L( c，i )= N
i ( t ) φT = N

i ( t )
Ni ( t )

RT
= μ0 N 2 A

2c( t ) （1）

式中：N为电磁铁绕组匝数；φT为主极磁通；RT为磁

路磁阻；A为铁芯面积；i ( t )为控制电流；μ0为真空磁

导率；c（t）为悬浮间隙。

由式（1）可知，电磁铁电感与悬浮间隙有关，是

一个时变量。当悬浮间隙波动时，电感随之波动。

电磁铁吸力计算式为

Fe ( i，c )= B2 A
μ0

= μ0 N 2 A
4 ( )i ( t )

c( t )

2

（2）

B ≈ φT

A
= μ0 Ni ( t )

2c( t ) （3）

可以发现，电磁铁吸力和悬浮间隙的平方成反比，即

气隙越小吸力越大，这是悬浮系统不稳定的原因所

在。在垂直方向上，电磁铁的运动方程为

m
d2c( t )

dt 2 = mg + fd ( t )- Fe ( i，c ) （4）

式中：m为电磁铁等效质量；fd ( t )为外界干扰。
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在平衡点处，有

mg = Fe(i0，c0) （5）

式中：i0为平衡点电流；c0为平衡点悬浮间隙。由此，

可以得到电流控制的基本悬浮单元模型，如下所示：
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Fe ( i，c )= B2 A
μ0

= μ0 N 2 A
4 ( )i ( t )

c( t )

2

m
d2c( t )

dt 2 = mg + fd ( t )- Fe ( i，c )

mg = Fe( )i0，c0

（6）

由于式（6）中存在非线性项，难以用工程中常用

的线性控制方法进行控制器设计，因此在平衡点（i0，

c0）线性化展开，略去高阶项后得到
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Fe ( i，c )= Fe ( i0，c0 )+ KIΔi ( t )- KCΔc( t )

KC =
|

|

|
||
|( )∂Fe

∂c
( )i0，c0

= μ0 N 2 Ai2
0

2c3
0

KI =
|

|

|
||
|( )∂Fe

∂i
( )i0，c0

= μ0 N 2 Ai0

2c2
0

（7）

取悬浮间隙以及电磁铁速度（向下为正）为状态

量X=( Δc，Δċ )T，电流Δi为系统输入，间隙Δc为输

出，可以得到系统状态方程为

ì

í

î

ïïïï

ïïïï

Ẋ= é
ë
êêêê

ù
û
úúúú0 1

KC/m 0 X+ é
ë
êêêê

ù
û
úúúú0

-KI/m
Δi

Y= [ ]1 0 X

（8）

由式（8）可知，系统的开环极点为± KC/m，存

在复平面右侧的极点，说明该系统不稳定，需要引入

反馈控制。

2 基于SAC算法的悬浮控制算法设计 

通过智能体与环境之间的交互学习，强化学习方

法可获取当前状态以及相应的奖励，然后调整输出以

获得最大化的奖励回报，从而实现目标。通常，强化学

习方法为了获取回报最大化的策略，容易陷入局部最

优；而SAC算法在奖励中加入了策略的熵，使算法尽

可能多地探索可行解，从而获得更优解［21］。因此，采用

SAC算法对EMS型高速磁浮的悬浮系统进行控制，提

高控制系统对于参数摄动的鲁棒性。

2. 1　马尔可夫决策过程　

一个马尔可夫决策过程包含状态空间 S、动作

空间 A、状态转移概率 p( st∣st - 1，at - 1 )、奖励函数

r ( s，a ) ∶S × A → R以及折扣因子γ，st、at 为当前的

状态和动作。强化学习的智能体通过策略π：S → A
和环境进行交互，通过优化策略使累积奖励（即回

报）最大，计算式如下所示：

max
π ∈ P

 J ( π )= max
π ∈ P

E ( )∑
t = 1

T

γt - 1 rt∣π （9）

式中：P为策略空间；T为总步数；t为当前步数；rt 为

当前奖励；E为期望。

2. 2　SAC算法　

如前所述，通常强化学习方法以获取最大化回

报为目的对策略进行学习，即：

图1　EMS型高速磁浮悬浮系统示意图［6］

Fig.1　Schematic diagram of EMS high-speed magnetic suspension system[6]
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π * = arg max
π

E( )st，at ~ρπ( )∑
t

R( st，at ) （10）

式中：π * 为最优策略；ρπ 为策略 π轨迹分布的边际。

然而，该算法容易集中于某一个动作，从而陷入局部

最优。为了改善这一情况，可在学习过程中加入策

略熵［22］，从而增加输出动作的分散程度，增强智能体

的探索能力，如下所示：
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ï
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ï

π * = arg max
π

∑
t

E( )st，at ~ρπ ( )r ( st，at )
奖励函数

+ α     H ( π (⋅∣st ) )
策略熵

H ( π (⋅∣st ) )= E( )st，at ~ρπ
(-log πt ( at∣st ) )

（11）

式中：α为温度系数，用于调节探索程度。可以看出，

在相同奖励条件下，智能体倾向于选择熵大的策略，

从而拓宽探索的范围。在最大熵条件下，贝尔曼方

程Q ( st，at)修正为

ì
í
îïï

Q ( )st，at ≜ r ( )st，at + γEst + 1 (V ( st + 1 ) )
V ( )st = Eat~π ( Q ( st，at )- α log π ( at∣st ) )

（12）

式中：V ( st)为状态价值函数。

策略的迭代更新包括策略评估以及策略更新，

前者可由式（12）实现，后者由下式实现：

πnew = arg min
π ∈Π

DKL

æ

è

ç

ç
çç
ç

ç
π′(⋅∣st )‖

exp ( )1
α

Qπold ( st，⋅)

Zπold ( st )

ö

ø

÷

÷
÷÷
÷

÷
 （13）

式中：Π为策略分布的集合（本研究中为高斯分布）；

Qπold ( st，⋅)为更新前的 Q 函数；Zπold ( st）为配分函数，

用于归一化；DKL为Kullback-Leibler旋度，求其最小

值使得策略分布向软Q函数的指数更新。

为了保证模型的性能，采用深度神经网络对软

Q函数以及策略分布进行近似。软Q网络的参数 θ
可通过最小化软贝尔曼误差实现，如下所示：

JQ ( θ )= E( )st，at ~D( )1
2 ( )Qθ ( st，at )-( r ( st，at )+ γEst + 1 (Vθ̄ ( st + 1 ) ) )2

（14）

式中：D为经验回放池；θ为Q值网络的参数；θ̄为目

标Q值网络的参数。V值可通过式（12）利用Q值进

行参数化。式（14）可通过随机梯度求最小值，计算

式如下所示：

∇̂θ JQ ( θ )= ∇θQθ ( st，at )( Qθ ( st，at )-( r ( st，at )+ γ ( Qθ̄ ( st + 1，at + 1 )- α log ( πϕ ( at + 1∣st + 1 ) ) ) ) （15）

式（14）和式（15）中的 θ̄由下式进行更新：

θ̄ ← τθ +(1 - τ ) θ̄ （16）

式中：τ为0至1之间的数。

策略网络的参数可以通过最小化式（13）实现，

利用式（17）对策略重参数化可得式（18），如下所示：

at = fϕ ( εt；st )= fϕ，μ ( st )+ εt⊙fϕ，σ ( st ) （17）

Jπ ( ϕ )= Est~D，εt~N ( α log πϕ ( fϕ ( εt；st )∣st )- Qθ ( st，fϕ ( εt；st ) ) ) （18）

式中：N为高斯分布；ϕ为策略网络的参数；εt为高斯

噪声；fϕ 输出均值和方差。式（17）可通过下式的近

似梯度进行迭代求解：

∇̂ϕ Jπ ( ϕ )= ∇ϕα log ( πϕ ( at∣st ) )+( ∇at
α log ( πϕ ( at∣st )-

             ∇at
Q ( st，at ) ) ∇ϕ fϕ ( εt；st ) （19）

为了实现温度系数的自适应调整，在新的区域

扩大探索范围，在旧的区域缩小探索范围，Haarnoja
等［21］将其归纳为期望熵约束下最大化期望回报，如

下所示：

max
π0：T

Eρπ( )∑
t = 0

T

r ( st，at )

s. t.  E( )st，at ~ρπ
(-log ( πt ( at∣st ) ) )≥ H， ∀t （20）

2. 3　基于SAC的悬浮控制算法　

2. 3. 1　智能体设定　

对于悬浮系统来说，智能体的状态空间可设为

各传感器的值或可从传感器推导得到的值，包括悬

浮间隙、电磁铁运动速度，即S ={c，ċ}。根据悬浮系

统实际情况，间隙范围为［cmin，cmax］，速度范围为

［ċmin，ċmax］。智能体的动作为控制量 i，即 A ={i}。
由于 SAC 算法中用 tanh 函数将输出动作限制在了

［−1，1］，因此需要将SAC输出的动作进行线性变

换，将其映射至实际电流范围［imin，imax］。

2. 3. 2　环境模型　

环境模型为智能体提供了当前动作和状态的奖励，

以及该条件下的下一状态。对于悬浮系统而言，下一

状态可通过对式（6）进行离散化获取，如下所示：

ì

í

î

ï
ïï
ï
ï
ï

ï
ïï
ï
ï
ï

c̈( t )= g + fd

m
- μ0 N 2 Ai2 ( t )

4mc2 ( t )
ċ( t + 1)= c̈( t )Ts

c( t + 1)= ċ( t )Ts

（21）

式中：Ts为系统采样时间。

由于机械结构对于电磁铁运动范围的限制，因

此电磁铁的运动速度存在以下限制：
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ċ =
ì
í

î

ïïïï

ïïïï

0，c ≤ cmin且Fe < 0
0，c ≥ cmax且Fe > 0
ċ，其他

（22）

Zhao等［23］参照LQR的能量函数，同时考虑状态

误差与消耗能量，使策略π向设定间隙靠近，并且减

少能量消耗、减小间隙波动，从而给出悬浮系统的奖

励函数，如下所示：

r ( st，ut )=-( ct - c0 )2 - 0.1ċ2
t - 0.05u2

t （23）

由于采用电压控制方案，因此存在电压项ut，其

余2项分别为悬浮间隙偏离项以及系统振动项。

本质上来说，式（23）是一种负奖励函数，智能体

容易选择提前结束本次回合来提高奖励回报。为

此，文献［23］中未设置提前结束的条件，而是设置了

固定的回合步数。然而，由式（6）可知，电磁铁吸力

与间隙的平方成反比，间隙越小吸力越大，未经良好

训练的智能体容易发生“吸死”现象。在“吸死”现象

发生后，悬浮间隙不再发生变化，此后的步数对于智

能体的训练效果较差，这可能导致智能体的训练收

敛较慢。因此，从正向奖励的角度设计奖励函数。

对于靠近控制目标的状态和动作给予更高的奖励，

反之则给予较小的奖励。如此，智能体将避免回合

结束来保证回报的最大化。为了实现这一目的，采

用指数函数形式的奖励函数，如下所示：

r ( st，it )= 0.9(1 000( ct - c0 ) )2 + 0.005 × 0.9c2
t + 0.05 × 0.9it

（24）

0. 9为大于 0小于 1的值，可以通过调整其值来调节

奖励函数对于不同误差的敏感程度。图2给出了不

同底数条件下奖励函数对于间隙误差的敏感性。通

过实际测试，取底数为 0. 9。在此种条件下，可以设

置发生“吸死”条件即为回合结束，从而提高智能体

训练效率。

2. 3. 3　控制算法流程　

基于 SAC 算法的悬浮控制框架如图 3 所示。

Actor由包含2个全连接层的神经网络组成，神经元

个数分别为 400和 300，激活函数为ReLU函数。得

到均值μ和方差σ之后，采样得到动作at，并通过 tanh
函数进行幅值映射。Actor 通过动作 at与环境进行

交互，环境给出下一状态 st 以及奖励 rt，获取经验

( st，at，rt，st + 1 )并存入经验回放池D。Critic中采用了

2个Q网络以提高训练的稳定性，取2个网络输出的

最小值。

图2　指数函数形式的间隙误差奖励函数

Fig.2　Reward function of gap error with 
exponential function form

图3　基于SAC的悬浮控制框架示意图

Fig.3　Schematic diagram of SAC-based suspension control framework
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控制算法包括训练和实际控制两部分，分别如

图4、5所示。

3 算法验证与分析 

为了验证基于SAC的悬浮控制方法的性能，将

该方法与传统的 PID 控制分别在损失 50% 线圈和

过弯道时磁极面积变化下的控制性能进行对比。

3. 1　智能体训练结果　

设置总环境更新步数M为350 000次，单回合最

大步数 W 为 1 000，采样/控制周期为 0. 001 s，系统

参数如表1所示。为了表明所提奖励函数对于提高

训练效率的有效性，分别在式（23）（电压项修改为电

流项）和式（24）奖励函数条件下对智能体进行多次

训练，结果分别如图6、7所示。可以发现：式（23）奖

励函数条件下，在训练步数达到最大值 35×104之

后，算法仍然没有收敛；而在式（24）奖励函数条件

下，算法在 22×104处基本都实现收敛。相比于式

（23）奖励函数，式（24）奖励函数可极大地提高智能

体的训练效率，节约训练时间。

3. 2　与传统算法的对比验证　

为了验证基于 SAC 悬浮控制方法的抗参数摄

图4　基于SAC的悬浮控制智能体训练算法

Fig.4　SAC-based agent training algorithm for 
suspension control

图5　基于SAC的悬浮控制

Fig.5　SAC-based suspension control

表1　系统参数

Tab.1　System parameters

物理参数

悬浮块质量/kg
线圈匝数

目标间隙/m
电磁铁面积/m2

真空磁导率/（H∙m-1）
线圈电阻/Ω
等效负载/kN

参数值

750
270

0. 008
0. 115

4π×10-7

3. 84
24. 5

图6　式（23）奖励函数下的每回合累积回报

Fig.6　Return of each episode with reward function 
(23)

图7　式（24）奖励函数下的每回合累积回报

Fig.7　Return of each episode with reward function 
(24)
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动性能，将该方法与传统PID控制在各类情况下的

控制性能进行对比。依据模型（7）以及文献［16］的

参数整定方法，所用的 PID 参数为 kp=20 000，ki=  
1 200，kd=1 000。为了更加真实地反映运行条件，仿

真采用式（6）的非线性模型，而非式（7）的线性化模

型 。 在 以 下 所 有 仿 真 中 ，都 对 电 磁 铁 施 加             
［−10 000，10 000］ N的随机干扰力。

3. 2. 1　静态起浮　

图8为静态起浮时PID控制和SAC控制下的间

隙误差和控制电流。从图8a可以看出，SAC控制和

PID控制均有较好的控制效果，可以达到较为平稳

的悬浮状态。相较而言，SAC控制比PID控制具有

更快的动态响应，SAC控制在 0. 05 s时即可到达平

稳悬浮状态，而PID控制则需花费 0. 24 s左右。由

于随机干扰的存在，电磁铁电流需要进行调整，使悬

浮间隙保持稳定。可以发现，SAC控制的电流相比

于PID控制的电流波动更小，平稳性更好。。

3. 2. 2　电磁铁线圈匝数变化　

图 9 为悬浮条件下发生电磁铁线圈短路故障，

有效线圈匝数从270变为135时PID控制和SAC控

制的间隙误差和控制电流。当故障发生后，SAC控

制下的间隙误差为 0. 96 mm，PID 控制下的间隙误

差为 2. 45 mm，PID控制的间隙误差相较于SAC控

制大了 1. 49 mm。悬浮间隙存在限制且相对较小，

大的间隙误差增加了电磁铁触轨的风险。从图 9b
可以看出，当有效线圈匝数减小之后，因为PID控制

的间隙误差较大，其悬浮所需的电流也相应增大，从

而增加了悬浮系统的能耗。

3. 2. 3　电磁铁磁极面积变化　

磁浮列车运行过程中，在弯道时电磁铁磁极面

积将发生变化。图10为磁极面积从0. 1150 m2在1 s
内逐步减小至 0. 0575 m2时PID控制和SAC控制的

间隙误差和控制电流。

由图 10a可知：磁极面积的变化对于SAC控制

下的悬浮间隙影响不是很大，仅产生了0. 3 mm左右

的间隙误差；而对于PID控制下的悬浮间隙而言，间

隙误差达到了 1 mm，相比 SAC 控制增加了 0. 7 
mm。SAC 控制的间隙误差只有 PID 控制的 30%。

图8b中两者的电流相差相对较小，这是因为两者的

绝对误差相对较小。

综合上述，SAC控制比PID控制具有更好的平稳

性并且具备更快的响应速度。对于电磁铁线圈匝数

减半、磁极面积减半等情况，相当于引入了较大的参

数变动甚至是故障状态，使得被控系统与原系统产生

了较大的差异，控制器难以实现对参考间隙的准确跟

踪。此种条件下，SAC算法相比PID算法具有更好的

性能，可在一定程度上减小间隙误差。

图8　静态起浮时SAC与PID控制性能对比

Fig.8　Comparison of performance between SAC 
and PID in term of static suspension

图9　线圈匝数改变时SAC与PID控制性能对比

Fig.9　Comparison of performance between SAC 
and PID in term of coil turn change
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4 结语 

针对磁浮列车动态条件或者故障条件下参数变

化引起的传统悬浮控制性能下降问题，提出了一种

基于强化学习的悬浮控制方法。建立了悬浮系统的

强化学习环境，利用SAC算法的全局探索能力减小

了悬浮系统在不同系统参数下的间隙跟踪误差。此

外，针对悬浮系统存在的“吸死”现象，提出了奖励函

数，提高了强化学习智能体的训练效率。与传统的

PID控制算法相比，所提的SAC控制算法具有更优

越的性能。SAC 算法的起浮时间仅为 PID 算法的

20. 83%；在50%电磁铁线圈匝数损失时，SAC算法

的间隙误差仅为PID算法的39. 18%；在磁极面积缓

慢变化减小时，SAC算法的间隙误差为PID算法的

30%。由于目前的悬浮控制器算力性能无法支持所

提的SAC悬浮控制算法的实时在线实施，下一阶段

将对网络模型的小型化进行研究，从而实现基于

SAC的在线悬浮控制。
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