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♦自然语言理解♦

融合生成式模型的知识增强实体链指方法*

乔胤博,杨志豪**,林鸿飞
(大连理工大学计算机科学与技术学院,辽宁大连 116024)

摘要:未链接实体分类是实体链指(Entity
 

Linking,EL)任务中的重要研究内容之一。现有方法存在上下文语

义信息不充分、分类准确率低等问题,导致实体链指任务表现不佳。本研究提出一种融合生成式模型的知识增

强实体链指方法。该方法将实体链指分为两个子模块,即候选实体排序模块和未链接实体分类模块。本研究

基于高精度的候选实体排序模块,获得高质量的知识扩展信息,并对未链接实体分类任务进行知识增强;针对

未链指实体提及的分类问题,提出一套生成式框架,该框架能够取得超过基线模型的性能。本研究方法在

2020年全国知识图谱与语义计算大会(CCKS2020)评测任务二的中文短文本实体链指数据集上取得了目前最

佳性能(整体F 值为91.76%),证明知识增强和生成式框架的引入能提高模型的泛化能力,缓解未链接实体分

类中的信息不充分问题。
关键词:生成式;实体链指;知识增强;实体分类;实体排序
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  当前世界存在众多结构化数据和非结构化数据,
如何将两者有效集成是一个非常困难的问题,实体链

指(Entity
 

Linking,EL)[1]就是解决该问题的技术之

一。知识图谱是结构化数据集的一种,它以符号形式

描述现实世界中的概念及相关关系,实体和关系是其

基本组成单位。实体链指指给定输入文本和相关的

指称提及(Mention),然后从知识图谱或知识库中检

索正确的实体。例如,“乔丹是美国著名篮球运动

员。”,实体链指会将“乔丹”链接到知识图谱中的“迈

克尔·乔丹”实体上。

  一般来说,有知识图谱的地方离不开实体链指。
实体链指主要应用在知识图谱问答、舆情分析、内容

推荐、搜索引擎和知识库拓展等方面[1]。近年来,随
着中文短文本实体链指数据集的提出,越来越多研究

者关注中文短文本实体链指研究。已有的实体链指

研究主要针对长文本实体链指场景[2􀆼4],针对中文短

文本实体链指的研究较少。但是随着网络的发展,出
现了越来越多的短文本,这些短文本具有极大的研究
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价值。短文本实体链指任务的特点是语义信息缺少、
上下文信息缺失等[5]。现已有研究关注短文本实体

链接的问题,如Nie等[6]为解决短文本全局信息不充

分的问题,使用多种相似度衡量指标挖掘实体提及和

候选实体之间的语义信息;Sakor等[7]利用大型外部

知识库构建扩展知识图谱,基于扩展知识图谱进行候

选实体集合生成和候选实体排序。但是这些工作对

于未链接实体分类问题缺乏研究和探讨,而未链接实

体分类对实体链指整体性能提高具有积极意义,候选

实体排序模型性能仍有很大的提升空间。

  为解决上述问题,本研究将中文短文本实体链指

任务分为两个子模块,分别是候选实体排序模块和未

链接实体分类(也称NIL实体分类)模块。在分析候

选实体排序模型和未链接实体分类模型时发现,提高

候选实体排序模块与未链接实体分类模块之间的交

互,有助于提升未链接实体分类模块的性能。候选实

体排序模块会产生正确的链接实体,利用这部分高质

量的已链接实体信息对未链接实体分类任务进行知

识增强。另外,生成式模型对传统分类任务有极大的

促进作用,因此借助生成式模型,针对未链接实体分

类问题提出一种融合生成式模型的框架,充分利用知

识库信息并挖掘短文本上下文的信息,提高未链接实

体分类的准确率。

1 相关工作

1.1 实体链指

  近年来实体链指任务大都基于深度学习算法,使
用神经网络模型计算实体指称上下文与候选实体上

下文之间的语义相似度,通过相似度得分情况,从候

选实体中选择目标实体。研究人员一般将实体指称

上下文与候选实体上下文相似度排序问题建模为二

分类问题,通过构造正负例样本训练模型的判别能

力,从而找到真正的目标实体。Ganea等[8]提出了局

部实体链指注意力机制,将注意力集中在少数能为实

体链指提供决策信息的词语上,减少噪声词的影响。

Le等[9]在Ganea等[8]工作的基础上,挖掘实体指称

之间的潜在关系,假设实体指称之间存在k 种关系,
通过关系矩阵将关系信息融入模型中。Fang等[10]

将全局链接转换为序列决策问题,并提出一个强化学

习模型,从全局角度进行决策。Martins等[11]认为实

体识别和实体链指具有强相关性,提出一种联合学习

框架,将识别的实体与知识库中的实体进行链接。

  近年来一些短文本实体链指工作受到广泛关注。

Cheng等[12]提出了基于BERT预训练模型[13]的实

体链指方法,使用预训练语言模型提取实体提及和候

选实体上下文的特征,提高实体识别和实体链指两个

子任务的性能。詹飞等[14]构建多任务框架,在实体

链指任务的基础上,引入 NIL实体分类作为辅助任

务,提高了模型的泛化表达能力。本研究提出一种改

进的实体链指方法,优化实体分类任务的性能表现,
并通过知识增强来增加上下文语义信息。

1.2 生成式模型

  机器学习模型可以分为两类模型:判别式模型和

生成式模型。目前,深度学习可归纳为7个主流模型

来解决其对应的问题,比如分类模型、文本匹配模型、
阅读理解模型、掩码语言模型等[15]。通过一个统一

模型来解决所有任务是众多研究者的目标,尤其在预

训练模型提出后,这种目标更有可能实现。因为形式

灵活、只需要设计目标序列即可使用,seq2seq生成式

模型逐渐在多个任务中显示出广泛的有效性。Sun
等[15]通过实验剖析了seq2seq生成式模型在多个任

务中的广泛有效性,认为该生成式模型有希望成为统

一模型的通用范式。seq2seq生成式模型在实体链指

任务中也得到了应用,比如De
 

Cao等[16]提出一种自

回归的端到端实体链指方式,将生成式模型应用到实

体链指任务中,将实体检索的多分类任务转换为自回

归的生成式任务;Yang等[17]将生成式模型引入多标

签分类任务中,充分考虑标签之间的关系,并取得了

优秀的性能。

  受生成式模型在实体链指任务中有效应用的启

发,本工作在中文短文本的实体链指中引入生成式模

型来建模未链接候选实体分类问题。具体使用的生

成式框架将会在下一章详细介绍。

2 实体链指模型

2.1 数据预处理

2.1.1 候选实体集生成

  常用的构建候选实体集的方法是将所有候选实

体加入候选实体集中[18],典型方法有基于别名词典、
编辑距离和词向量计算等。

 

  通过对训练集和交叉验证集的数据分析可知,知
识库中实体名或实体别名能够覆盖带有实体ID标识

的全部实体提及。因此,可使用字典匹配方式来获取

候选实体集。例如,“小品《战狼故事》中,吴京突破重

重障碍解救爱人,深情告白太感人”文本中“吴京”是
一个 实 体 指 称,通 过 字 典 匹 配,发 现 实 体ID 为
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“91342”“227925”和“159056”的3个实体名称为“吴
京”,因此这3个候选实体构成了“吴京”这个实体指

称的候选实体集。

2.1.2 候选实体排序数据集构造

  为充分利用知识库信息,尽可能地融入更多的语

义信息,将每个知识库实体的属性信息进行拼接。原

始数据集中每个实体属性包含多个<predicate,ob-
ject>二元组,用来存储实体的属性信息。对每个知

识库实体,将其所有实体属性信息进行拼接,从而获

得一个完整的实体描述。以“吴京”(导演吴京)为例,
将其“出生地”“外文名”“摘要”等属性字段进行拼接,
得到“吴京”的描述:“职业:演员、导演 代表作品:流
浪地球、战狼、战狼Ⅱ……”。接着,将蕴含实体指称

的原始文本(下文称为“实体提及上下文”)和所有候

选实体属性信息文本(下文称为“候选实体上下文”)
进行组合,以构造候选实体排序数据集。该数据集由

3个部分组成:实体提及上下文、候选实体上下文和

标签。其中标签值为0和1,即将正确的目标实体标

签标记为“1”,错误的标记为“0”,一个实体指称的候

选实体排序集中只有一个正例,其余皆为负例,参考

示例如表1所示。
表1 候选实体排序数据集

Table
 

1 Candidate
 

entity
 

ranking
 

dataset

实体提及上下文
Entity

 

mention
 

context

候选实体上下文
Candidate

 

entity
 

context

标签
Label

小品《战狼故事》中,吴京突
破重重障碍解救爱人,深情
告白太感人

职业:演员、导演 代表作
品:流 浪 地 球、战 狼、战 狼
Ⅱ……

1

小品《战狼故事》中,吴京突
破重重障碍解救爱人,深情
告白太感人

摘要:吴京,1934年4月9
日出生,祖籍江苏苏州,台
湾成功大学土木系毕
业……

0

小品《战狼故事》中,吴京突
破重重障碍解救爱人,深情
告白太感人

主要成就:中国矿业大学杰
出校友 职称:高级工程师

 

摘要:吴 京,1914 年 12 月
20日生……

0

2.1.3 实体分类数据集构造

  通过对2020年全国知识图谱与语义计算大会

(CCKS2020)中文短文本实体链指任务数据集的分

析可知,知识库中不包含的实体占比11%左右,这部

分的实体分类数据非常少,如果只使用这部分实体相

关数据训练 NIL实体分类模型是不充足的。因此,
考虑所有的实体提及,并构造实体分类数据集。数据

集中每条数据分为3部分:实体提及上下文、实体提

及、类别标签。

  利用候选实体排序模块的结果来补充可用的语

义信息。如表2所示,通过候选实体排序模型,可成

功将“小品”和“战狼故事”链接到知识库中的正确实

体上,同时可以利用已链接成功的实体信息来补充实

体指称上下文信息。使用括号来包含补充信息,那么

表2中的文本就变为“小品《战狼故事》中,吴京(中国

内地男演员、导演)突破……”。
表2 实体分类数据集

Table
 

2 Entity
 

classification
 

dataset

实体提及上下文
Entity

 

mention
 

context
实体提及

Entity
 

mention
标签
Label

小品《战狼故事》中,吴京(中国
内地男演员、导演)突破重重障
碍解救爱人,深情告白太感人

小品 Other

小品《战狼故事》中,吴京(中国
内地男演员、导演)突破重重障
碍解救爱人,深情告白太感人

战狼故事 Work

小品《战狼故事》中,吴京(中国
内地男演员、导演)突破重重障
碍解救爱人,深情告白太感人

吴京 Person

2.2 实体链指模型

  如图1所示,本研究提出的实体链指模型包含两

个模块,分别是候选实体排序模块(下文简称为“模块

1”)和未链接实体分类模块(下文简称为“模块2”),
这两个模块通过交互提升实体链指模型的性能表现。

2.2.1 候选实体排序模型

  候选实体排序模型整体结构如图2所示。该模

型基于候选实体生成方法,生成候选实体集。例如,
“小品《战狼故事》中,吴京突破重重障碍解救爱人,深
情告白太感人”的候选实体集包含“91342”“227925”
“159056”等候选实体,这些候选实体名称都为“吴
京”,但是无法从语义层面判断究竟哪一个是目标实

体。于是,将短文本和候选实体集都通过候选实体排

序模型进行排序,通过语义相似度得分进行候选实体

排序,从而确定“159056 吴京 中国内地男演员、导
演”是最终的目标实体。本研究将候选实体打分任务

认为是Point􀆼wise排序任务。模型由输入层、BERT
编码层和线性层组成,图 2 中[CLS]和[SEP]是

BERT预训练模型的特殊标签,用以表示句子的整体

表征向量和句对分隔位置。
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图1 整体模型图

Fig.1 Overall
 

model
 

diagram

图2 候选实体排序模型

Fig.2 Candidate
 

entity
 

ranking
 

model

  输入层:输入层由实体提及上下文和候选实体上

下文作为模型输入。这里使用的是语句对分类任务,
使用[SEP]分隔符连接实体提及上下文和候选实体

上下文。

  BERT[13]编码层:BERT预训练模型是优秀的语

义特征提取器,对于实体分类任务来说,BERT的作

用是提取输入序列的语义特征。使用BERT的结

构,由12层Transformer编码器[19]构成。编码单元

最重要的模块就是自注意力(self􀆼attention)部分,如
公式(1)所示:
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  (Q,K,V)=softmax(
QKT

 
dk

)V, (1)

其中,Q,K,V 是输入向量经过线性变换得到的3个

矩阵向量, dk 是归一化参数。

  对于输入序列,经过BERT编码层后得到输入

序列的语义向量表示,其过程如公式(2)所示:

  CLS=BERT({x1,x2,…,xn})。 (2)

  线 性 层:通 过 两 个 线 性 层 和 一 个 随 机 失 活

(Dropout)层得到一维向量,如公式(3)所示:

  y
︿
=sigmod(Wl2

·Dropout(Wl1
·CLS)), (3)

其中,Wl1
,Wl2

是权重矩阵,是可训练的参数。

  候选实体排序模型的损失函数采用交叉熵损失

函数,如公式(4)所示:

  L1=-
1
n∑

n

i=1
(yilny

︿

i+(1-yi)ln(1-y
︿

i)),

(4)

其中,yi 表示句对的真实标签,y
︿

i 表示模型得到的

预测结果。真实标签可参考表1,即该候选实体是否

是正确的目标实体,如果是目标实体,标签为1,反之

则为0。训练的目标是最小化损失函数。

2.2.2 生成式实体分类模型

  候选实体排序模型解决了候选实体排序集不为

空的实体指称的链指问题,但是文本中如果存在一些

无法找到候选实体的相关实体指称时,则需要将这部

分实体指称进行实体分类。由于第一部分的候选实

体链接可以提供额外的知识,利用这部分的知识就能

对实体分类进行一定程度的知识增强。于是,将候选

实体排序模型中链接成功的实体信息摘要信息拼接

到实体提及上下文中,形成生成式实体分类模型的知

识增强输入文本,并通过实体分类模型进行实体

分类。

  CCKS2020中文短文本实体链指数据集中存在

“NIL_Work|NIL_Other”这样的多标签问题,而生成

式模型可以很好地解决多标签分类问题;另外,生成

式模型不需要考虑复杂的正负例构造问题,因此可将

传统的分类任务建模成一个生成式任务。生成式实

体分类模型整体框架如图3所示,该模型主要包含4
个模块:输入层、BERT编码层、编码器、解码器。

图3 生成式实体分类模型

Fig.3 Generative
 

entity
 

classification
 

model
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  输入层:输入由特殊符号[SEP]连接实体提及上

下文和实体提及构成。
 

  BERT编码层:对于输入序列 X ={x1,x2,…,

xn},BERT编码后每个词的向量表示为句子编码向

量E={e1,e2,…,en}。

  编码器:编码器结构由3层双向长短时记忆(Bi􀆼
directional

 

Long
 

Short􀆼Term
 

Memory,BiLSTM)网
络构成。BiLSTM网络包含两个子网络,分别是前向

网络和后向网络。对于BERT得到的句子编码向量

E={e1,e2,…,en},BiLSTM 网络产生一个与上下

文相关的隐藏向量h,同时也会得到每个字符对应

的编码状态S={s1,s2,…,sn}。

  解码器:解码器采用的是基于注意力的序列到序

列(Attention􀆼based
 

seq2seq)模型[20]。编码器基于

BiLSTM单元将输入序列压缩到单个隐藏向量中,在
句子长度较长的情况下,这个过程中会发生语义信息

的丢失。这一情况导致解码器难以从被压缩的片面

信息中解码出相关信息。因此,本研究解码器利用注

意力seq2seq机制,在解码过程中通过注意力分数判

断哪部分对标签生成更为重要。按照时间步进行解

码,通过公式(5)-(8)计算出时间t对应的输出向

量ot。

  score(ht,sk)=hT
tsk, (5)

  a(t)
k =

exp(score(ht,sk))

∑
n

i=1exp(score(ht,si))
,k=1,2,…,n,

(6)

  c(t)=a(t)
1s1+…+a(t)

nsn =∑
n

k=1a
(t)
ksk, (7)

  ot=tanh(Wc·[ht,c
(t)]), (8)

其中,a(t)
k 表示在t时刻第k 个字符的注意力得分;

c(t)表示t时刻所有字符及其注意力得分的加权向

量;ht 表示第t时刻BiLSTM模型的隐藏状态;sk 表

示k时刻的BiLSTM模型输出向量;Wc 是一个权重

矩阵,是可训练的参数。

  生成式实体分类模型采用交叉熵损失函数,假设

当前输入序列对应的标签为y=(y1,y2,…,ym),对
应的独热向量为o*,损失函数如公式(9)所示:

  L2=-∑
m

i=1o
*
ilog(ot

i)。 (9)

3 实验仿真及分析

3.1 数据集

  本文选用CCKS2020评测任务二的中文短文本

实体链指数据集,该数据集包含知识库文件与标准数

据集。标准数据集包括训练集、验证集,其中训练集

7万条数据,验证集1万条数据。

3.2 评价指标

  在给定输入文本序列{x1,x2,…,xt}(其中t是

输入文本的字符数)情况下,假设文本中有n 个实体

提及M ={m1,m2,…,mn},每个实体提及对应知识

库中的实体ID为En ={e1,e2,…,en},模型预测的

每个实体提及所对应的知识库中实体ID为 E'
n =

{e'
1,e'

2,…,e'
n},则模块1的准确率、召回率和F 值

定义如公式(10)、公式(11)所示:

  PM =RM =∑n∈N |En ∩E'
n|

∑n∈N |E'
n|

, (10)

  FM =
2(PM ×RM)
PM +RM

, (11)

其中,N 表示候选实体排序数据集的全体数据。

  对于未链接实体,在给定输入文本序列中,假设

有k个未链接实体提及C={c1,c2,…,ck},每个实

体提及对应的类别为Uk ={u1,u,…,uk},模型预测

的每个实体提及类别为U'
k ={u'

1,u'
2,…,u'

k},模块2
的准确率、召回率和F 值定义如公式(12)(13)所示:

  PC =RC =∑k∈K |Uk ∩U'
k|

∑k∈K |U'
k|

, (12)

  FC =
2(PC ×RC)
PC +RC

, (13)

其中,K 表示未链接实体分类数据集中的全体数据。

  总体的评价指标是模块1和模块2的综合准确

率、召回率和F 值。综合准确率、召回率和F 值定义

如公式(14)(15)所示:

  P=R=

∑n∈N |En ∩E'
n|+∑k∈K |Uk ∩U'

k|

∑n∈N |E'
n|+∑k∈K |U'

k|
, (14)

  F=
2(P×R)
P+R

。 (15)

  CCKS2020标准数据集中实体指称是给定的,不
需要进行实体识别,因此P=R=F ,将F 值作为模

型最终的评价指标。

3.3 实验设置

  学习率设定为5×10-5,使用Adam优化器[21]优

化模型参数,使用的LSTM 有3层。模块1的批量

大小(batch)设置为 32,模 块 2 的 批 量 大 小 设 置

为16。
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  实验采用 Ubuntu操作系统,CPU为Intel(R)
 

Xeon(R)
 

CPU
 

E5-2650
 

v4
 

@
 

2.20
 

GHz,GPU为

NVIDIA
 

Geforce
 

RTX3090和TAITAN
 

XP,python
版本为3.7,pytorch版本为1.10,tensorflow版本为

1.15.0。

3.4 基线模型

  本文选取5个基线模型作为对照组进行实验,实
验结果都基于CCKS2020中文短文本实体链指数据

集中的交叉验证集结果。
 

  模型1[22]:提出了一个流水线方法,首先将实体

链指任务建模为实体排序任务,如果一个实体不能被

链接到知识库中,那么将该实体进行NIL实体分类。

  模型2[23]:使用飞桨框架实现多任务模型,文本

中称多任务模型为多任务层投影模型,一定程度上节

省了多任务场景下的参数量,并提高了实体链指的准

确率。

  模型3[24]:设计了一个多特征因子融合的实体链

指模型,先对短文本中的实体提及进行类别预测,然
后将其构造为 NIL实体,加入该实体的候选实体集

中,最后利用多层感知机将多特征因子融合打分,根
据候选实体和实体提及上下文进行相似度匹配,选择

得分最高的候选实体作为实体链指结果。

  模型4[25]:将NIL实体加入候选实体集中参与

实体排序,最终得到链接实体,并针对 NIL实体任

务,提出基于问答的NIL实体判断模型。

  模型5[15]:将多任务学习方法引入短文本实体链

指任务中,将 NIL实体分类任务作为实体链指的辅

助任务,提高模型的泛化能力,优化模型在实体链指

中的表现。

3.5 实验结果

  参考官方评价指标,使用F 值来衡量候选实体

排序模块(模块1)和未链接实体分类模块(模块2)的
性能。5个基线模型并没有都将实体链指任务划分

为两个模块分别评价,因此模块1和模块2的F 值

都为空。实验结果如表3所示,本文模型在中文短文

本实体链指数据集上取得了目前最好的结果,在

CCKS2020中文短文本实体链接数据集上比当前最

高结果高约2.5%,说明知识增加策略和生成式模型

能够很好地融合有效信息,提取相关特征并提升模型

的整体表现。

  另外,模块1的F 值达到92.7%,比总体F 值高

约1%,说明构建的候选实体排序模型非常有效。模

块2的F 值能达到87.86%,接近5个基线模型总体

F 值的性能表现,进一步说明知识增强策略和生成式

模型的有效性。
表3 实验结果

Table
 

3 Experimental
 

results

模型 Model 总体F 值(%)
Overall

 

F
 

value
 

(%)

Model
 

1[22] 89.27

Model
 

2[23] 88.19

Model
 

3[24] 89.29

Model
 

4[25] 88.01

Model
 

5[15] 88.49

Ours 91.76

3.6 方法有效性分析

3.6.1 对比实验分析

  本文采用BERT预训练模型对输入文本序列进

行语义信息的提取。为比较不同预训练模型在本文

数据集任务上可能存在的结果差别,选择5种不同的

主流预训练模型 ALBERT[26]、ERNIE[27]、RoBER-
Ta[28]、XLNet[29]和BERT[13]进行实验对比,实验结

果如表4所示。通过表4可知,在候选实体排序模块

和实体分类模块上,预训练语言模型都能取得优秀的

结果,其中基于BERT模型的效果最好。

表4 不同预训练模型的实验结果

Table
 

4 Experimental
 

results
 

of
 

different
 

pre􀆼training
 

models

模型

Model

F 值(%)
 

F
 

value
 

(%)

模块1

Module
 

1

模块2

Module
 

2

总体

Overall

ALBERT[26] 89.27 78.45 87.15

ERNIE[27] 92.46 87.70 91.53

RoBERTa[28] 92.46 87.70 91.53

XLNet[29] 92.46 87.70 91.53

BERT[13] 92.71 87.86 91.76

  本文两个模块实际上都属于文本分类任务,为进

一步说明本文提出模型的有效性,选取文本分类领域

通用 的 几 个 模 型 进 行 对 比。针 对 模 块 1,选 择

BERT+CNN、BERT+RNN、BERT+RCNN 作为

对比,比较F 值,实验结果如表5所示。从表5可

知,采用本文的候选实体排序模型效果最好,取得了

目前最好的结果,说明该模型对本文的任务有效。
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表5 模块1对比实验

Table
 

5 Comparative
 

experiment
 

of
 

module
 

1

模型 Model
 

F 值(%)F
 

value
 

(%)

BERT+CNN 86.92

BERT+RNN 82.07

BERT+RCNN 92.46

Ours 92.71

  针对模块2,选取BERT+CNN、BERT+RNN、

BERT+RCNN、BERT+Dense 和 本 文 的 模 型

BERT+seq2seq+Attention进行对比,评价指标为

F 值,实验结果如表6所示,BERT+seq2seq+At-
tention取得了最优异的性能表现,说明提出的方法

对未链接实体多分类任务有效。
表6 模块2对比实验

Table
 

6 Comparative
 

experiment
 

of
 

module
 

2

模型 Model F 值
 

(%)
 

F
 

value
 

(%)

BERT+CNN 79.95

BERT+RNN 77.65

BERT+RCNN 87.70

BERT+Dense 85.89

Ours 87.86

3.6.2 消融实验分析

  通过消融实验来研究本文方法各个部分的有效

性,通过移除不同因素进行对比,比如知识增强、NIL
分类任务、生成式模型等。实验结果如表7所示,表
中“-w/o

 

KE”表示去除模型中的知识增强,“-w/o
 

Seq”表示在没有生成式模型的情况下,使用基础的

BERT+Dense;“-w/o
 

NIL”表示没有 NIL实体分

类模块。通过-w/o
 

KE消融实验可知,去除模型中

的知识增强,模块2的F 值下降约3.8%,总体F 值

也下降约0.9%,因此,知识增强有助于缓解短文本

实体链指实体提及上下文语义信息不充分的问题。
由-w/o

 

Seq消融实验结果可知,模块2的F 值下降

约2%,总体F 值也下降约0.7%,表明用本文提出

的生成式模型来进行NIL实体分类是有效的。本文

通过两个模块解决实体链指问题。如果只采用第一

个模块进行候选实体排序而没有用第二个NIL实体

分类模块,模型总体F 值大幅下降约9%,这充分说

明模块1与模块2能够有效解决CCKS2020中文短

文本实体链指任务。

表7 消融实验结果

Table
 

7 Ablation
 

experimental
 

results

模型

Model

F 值(%)F
 

value
 

(%)

模块1

Module
 

1
 

模块2

Module
 

2
 

总体

Overall
-w/o

 

KE 92.46 84.08 90.81
-w/o

 

Seq 92.34 85.89 91.08
-w/o

 

NIL 82.33 / 82.33
Ours 92.71 87.86 91.76

Note:"/"
 

indicates
 

that
 

there
 

are
 

no
 

corresponding
 

experimental
 

re-

sults

4 结论

  本文提出一种融合生成式模型的知识增强实体

链指方法,来解决中文短文本实体链指任务。本文模

型能够准确地捕捉实体提及和候选实体之间的相似

性关系,并通过知识库本身的结构化知识扩充语义信

息,提升了CCKS2020实体链指任务的性能。一系

列的实验和分析表明本文提出的模型取得了目前该

数据集上最好的结果,从而证明了本文方法的有

效性。
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Knowledge
 

Enhanced
 

Entity
 

Linking
 

Method
 

Integrating
 

Gener-
ative

 

Model

QIAO
 

Yinbo,YANG
 

Zhihao**,LIN
 

Hongfei
(College

 

of
 

Computer
 

Science
 

and
 

Technology,Dalian
 

University
 

of
 

Technology,Dalian,Liaoning,116024,China)

Abstract:Unlinked
 

entity
 

classification
 

is
 

one
 

of
 

the
 

important
 

research
 

contents
 

in
 

Entity
 

Linking
 

(EL)
 

task.
The

 

existing
 

methods
 

have
 

problems
 

such
 

as
 

insufficient
 

contextual
 

semantic
 

information
 

and
 

low
 

classifica-
tion

 

accuracy,which
 

lead
 

to
 

poor
 

performance
 

of
 

entity
 

linking
 

tasks.A
 

knowledge􀆼enhanced
 

entity
 

linking
 

method
 

integrating
 

generative
 

models
 

is
 

proposed
 

in
 

this
 

study.This
 

method
 

divides
 

the
 

entity
 

linking
 

into
 

two
 

sub􀆼modules,namely
 

the
 

candidate
 

entity
 

sorting
 

module
 

and
 

the
 

unlinked
 

entity
 

classification
 

module.
Based

 

on
 

the
 

high􀆼precision
 

candidate
 

entity
 

ranking
 

module,the
 

high􀆼quality
 

knowledge
 

expansion
 

informa-
tion

 

is
 

obtained
 

and
 

the
 

knowledge
 

of
 

unlinked
 

entity
 

classification
 

tasks
 

is
 

enhanced.Aiming
 

at
 

the
 

classifica-
tion

 

problem
 

mentioned
 

by
 

unlinked
 

entities,a
 

generative
 

framework
 

is
 

proposed,which
 

can
 

achieve
 

better
 

performance
 

than
 

the
 

baseline
 

model.This
 

research
 

method
 

has
 

achieved
 

the
 

best
 

performance
 

on
 

the
 

Chinese
 

short
 

text
 

entity
 

linking
 

dataset
 

of
 

China
 

Conference
 

on
 

Knowledge
 

Graph
 

and
 

Semantic
 

Computing
 

in
 

2020
 

(CCKS2020)
 

evaluation
 

task
 

2
 

(the
 

overall
 

F
 

value
 

is
 

91.76%),which
 

proves
 

that
 

the
 

introduction
 

of
 

knowl-
edge

 

enhancement
 

and
 

generative
 

framework
 

can
 

improve
 

the
 

generalization
 

ability
 

of
 

the
 

model
 

and
 

alleviate
 

the
 

problem
 

of
 

insufficient
 

information
 

in
 

unlinked
 

entity
 

classification.
Key

 

words:generative;entity
 

linking;knowledge
 

enhancement;entity
 

classification;entity
 

ranking
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